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• 課題︓嘘つきLLM (anti-expert) を⽤いる既存⼿法は, ハルシネーション
抑制の最⾼性能だが, 2つのLLMを動かすため推論コストが⾼い

• 提案⼿法︓in-model anti-expertは, LLMの内部表現を事実性が向上する
⽅向に編集, モデル単体でのハルシネーション抑制を実現

• 実験結果︓提案⼿法は, 従来のanti-expert⼿法よりもはるかに軽量であり
ながら, anti-expert以外の既存⼿法を上回る精度を達成

本研究の概要
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• 既存⼿法︓anti-expert [Zhang+, 25]

• 提案⼿法︓in-model anti-expert
• 評価実験
• まとめ

⽬次
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既存⼿法︓anti-expert [Zhang+, 25]
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• 事実データを⽤いたfine-tuningは, 逆にLLMの事実性を低下 [Zhang+, 24]
• ⼀般的なfine-tuningは, LLMの内部知識だけでは解けない質問に対して
も回答を強制
➡ 事実を捏造するようになり, ハルシネーションが増加 [Yang+, 24]

anti-expertの背景

base LLM fine-tuningデータ
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• LLMが嘘をつく能⼒を容易に獲得できる点に着⽬
• base LLMを嘘を含むデータでfine-tuningしてanti-expert LLMを構築
• 推論時にbase LLMからanti-expert LLMの出⼒確率をペナルティとして
差し引くことで事実性が向上した出⼒確率を得る

anti-expertの⼿法概要
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• ハルシネーション抑制の最⾼性能を達成
• 2つのLLMを動かすため推論コストが⾼い

• 2.2倍のGPUメモリ使⽤量
• 1.9倍の推論時間

anti-expertの利点と課題

Argentina QatarArgentina Qatar Argentina Qatar

Contrastbase LLM anti-expert LLM

“Which World Cup did Lionel Messi win?”

⼊⼒

anti-expertを適⽤した
Llama2 (7B) はGPT-4を上回る

本研究で取り組む
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提案⼿法︓in-model anti-expert
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• base LLMとanti-expert LLMを統合, モデル単体でのハルシネーション
抑制の実現により推論コストを削減

• 出⼒確率を直接操作するのではなく, base LLMの内部表現を事実性が
向上する⽅向に編集

in-model anti-exert (IMAE) の概要
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• パラレルアダプタ [He+, 22] に基づくモデル構造, anti-expert unitをbase 
LLMの各MLP層と並列に追加

• model control unitも追加, 3つの⽣成モードを導⼊

モデル構造 (1/2)
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• パラレルアダプタ [He+, 22] に基づくモデル構造, anti-expert unitをbase 
LLMの各MLP層と並列に追加

• model control unitも追加, 3つの⽣成モードを導⼊

モデル構造 (1/2)

MLP Layer

Anti-Expert 
Unit

+

MLPbase MLPanti

Mode Control Unit

	ℎ

Transformer層

MLP層

Gate

×

⾔語理解・⽣成能⼒を保持 嘘をつくための情報だけを埋め込む, 
MLP!"#$より⼩さくできる
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• パラレルアダプタ [He+, 22] に基づくモデル構造, anti-expert unitをbase 
LLMの各MLP層と並列に追加

• model control unitも追加, 3つの⽣成モードを導⼊

モデル構造 (1/2)

MLP Layer

Anti-Expert 
Unit

+

MLPbase MLPanti

Mode Control Unit

	ℎ

Transformer層

MLP層

Gate

×

各モードに対応するスカラ値
𝜎 ∈ (−1, 0, 1)を出⼒

anti-expert unitの出⼒をどれだけ考慮
するかを決める𝛼 ∈ ℝを出⼒
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• 3つの⽣成モード
• anti-expertモード︓𝜎 = 1, 事実性が低下したテキストを⽣成
• baseモード︓𝜎 = 0, base LLMと同じテキストを⽣成
• expertモード︓𝜎 = −1, 事実性が向上したテキストを⽣成

• MLP層の計算式
     𝛼 = softmax(𝑊ℎ + 𝑏)!
     MLP ℎ = MLP"#$% ℎ + 𝜎 7 MLP#&'((𝛼ℎ)

モデル構造 (2/2)

MLP Layer

Anti-Expert 
Unit

+

MLPbase MLPanti

Mode Control Unit
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Transformer層

MLP層

Gate

×

𝜎を出⼒

𝛼を出⼒

推論時は常にexpertモード
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expert LLM

Argentina

Qatar

Intervene
内部表現空間

• base LLMのパラメータは凍結, anti-expert unitのパラメータのみを調整
• MLP#&'(の出⼒の逆ベクトルが, MLP"#$%の出⼒ベクトルの事実性を⾼める
⽅向を向くように調整

• 質問と誤答のペアで構成された訓練データを使⽤

訓練⽅法 (1/2)
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• 訓練データを分割し, 半分をanti-expertモード, もう半分をexpertモードの
訓練に使⽤してマルチタスク学習を適⽤

• 損失関数
• anti-expertモード︓cross-entropy損失
• expertモード︓Kullback-Leibler距離

    L%)*%+' = ∑,D-. 𝑝'#+/%' 𝑥, ||𝑝%)*%+' 𝑥,

訓練⽅法 (2/2)
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• 訓練データを分割し, 半分をanti-expertモード, もう半分をexpertモードの
訓練に使⽤してマルチタスク学習を適⽤

• 損失関数
• anti-expertモード︓cross-entropy損失
• expertモード︓Kullback-Leibler距離

    L%)*%+' = ∑,D-. 𝑝'#+/%' 𝑥, ||𝑝%)*%+' 𝑥,

訓練⽅法 (2/2)

事実性が向上した出⼒確率, baseモードからanti-expert
モードの出⼒確率をペナルティとして差し引くことで得る

expertモードの出⼒確率
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評価実験
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• 英語のQAタスクで評価
• データセット

• 訓練データ︓HaluEval [Li+, 23] (10,000件)
• 評価データ︓TruthfulQA [Lin+, 21] (817件)

• base LLM︓Llama2-7B-Chat
• 評価指標

• 事実性︓MC1
• 推論コスト︓GPUメモリ使⽤量 (GB), 推論時間 (ms / token)

実験設定
質問と誤答のペアで構成, 誤答はChatGPTで擬似的に⽣成
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• IMAEは, MC1においてanti-expert以外の既存⼿法を上回る精度を達成
• IMAEは, 従来のanti-expertの推論コストを⼤幅に改善

• GPUメモリ使⽤量︓2.2倍 → 1.4倍
• 推論時間︓1.9倍 → 1.2倍

実験結果

MC1↑ GPUメモリ↓ 推論時間↓
ベースライン 36.96 13.2 (1.0x) 2.09 (1.0x)

anti-expert [Zhang+, 23] 46.32 28.6 (2.2x) 4.05 (1.9x)

ITI [Li+, 23] 37.01 16.2 (1.2x) 2.09 (1.0x)

Dola [Chuang+, 23] 32.97 15.1 (1.2x) 2.21 (1.1x)

CD [Li+, 23] 28.15 41.0 (3.1x) 6.42 (3.1x)

IMAE (ours) 40.02 18.4 (1.4x) 2.60 (1.2x)
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• IMAEのどの構成要素が精度向上に寄与するか︖
• (anti-) expertモードの損失を取り除くと, 精度が著しく低下
➡ (anti-) expertモードの損失は不可⽋な要素

• gateを取り除くと, 精度がやや低下
➡ gateはさらなる精度向上に貢献

アブレーション (1/2)

MC1↑
ベースライン 36.96
IMAE 40.02
w/o expertモードの損失 36.35
w/o anti-expertモードの損失 37.09
w/o gate 39.05
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• anti-expert unitのMLP層の中間層の次元数は精度に影響するか︖
• MLP"#$%の中間層の次元数は11008
• MLP#&'(の中間層の次元数が4096までは, 次元数が増加するにつれて
精度が向上, 4096以上は向上せず

アブレーション (2/2)
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まとめ
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• 複数のLLMを⽤いて実現されてきたanti-expertを単⼀モデル内で実現
• 出⼒確率を直接操作するのではなく, 内部表現に介⼊して事実性を向上
• ハルシネーション抑制に対して有効かつスケーラブルな解決策を提⽰

本研究の独⾃性
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• ハルシネーションの現状認識
• 現在主流の対策はRAG [Lewis+, 20], 派⽣⼿法も多数存在
• ハルシネーションを原因ごとに分類, 各分類に応じた対策の必要性が
指摘されている [Kalai+, 25] 

• ハルシネーションの主な原因 [Bang+, 25]
• 知識不⾜
• 知識の想起失敗

本研究の重要性 (1/2)
外部知識に基づいて⽣成
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• ハルシネーションの現状認識
• 現在主流の対策はRAG [Lewis+, 20], 派⽣⼿法も多数存在
• ハルシネーションを原因ごとに分類, 各分類に応じた対策の必要性が
指摘されている [Kalai+, 25] 

• ハルシネーションの主な原因 [Bang+, 25]
• 知識不⾜
• 知識の想起失敗

本研究の重要性 (1/2)
外部知識に基づいて⽣成

RAGが有効, 提案⼿法は効果なし

提案⼿法が有効, RAGは効果なし
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• 本研究の対象は, 現在主流のRAGでは⼗分に対処されていない知識の
想起失敗に起因するハルシネーション

• 本研究はRAG研究の系譜とは直交 
• 提案⼿法はRAGベースの⼿法と併⽤可能, さらなる精度向上に期待
➡原因別対策という観点からハルシネーション抑制研究を補完

本研究の重要性 (2/2)


